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摘　 要： 临床上，病理切片是癌症诊断的金标准。 病理医生通过对病理切片进行镜检，完成病理诊断和预后评估，
但是这个过程通常费时费力。 在病理切片的数字化的背景下，人工智能技术走进病理领域，并推动病理分析逐渐

从定性分析向定量分析转变，这一改变使病理诊断更加准确客观。 尤其是以深度学习为代表的人工智能技术在病

理分析中取得令人瞩目的成果，不但使病理诊断更加智能化，而且使诊断结果更加精准和客观。 阐述深度学习的

基本概念及其在数字病理切片分析中的应用，简要概述深度学习在细胞和组织的检测和分割、组织层面上癌症的

分类和分级的应用，以及其他一些应用，最后指出目前数字病理切片分析中存在的问题并对未来的发展方向进行

展望。
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引言

病理切片作为病理诊断的金标准，在临床和科

研中都有着十分重要的应用。 病理医生通过对病

理切片进行镜检，完成病理诊断和预后评估，但是

这个过程通常费时费力。 病理切片的数字化被认

为是病理学发展过程中的重要转折点［１］。 数字病

理切片的制作首先需要经过组织染色，随后通过显

微相机数字化为数字病理切片。 但是，由于最初数

字切片质量不高，其普及程度受到一定限制。 １９９９
年，全片数字化图像（ｗｈｏｌｅ ｓｌｉｄｅ ｉｍａｇｅｓ， ＷＳＩ） ［１］ 出

现，使病理切片的保存传输更加方便安全。
随着人工智能技术走进病理分析领域，病理分

析不再局限于传统的定性分析，逐渐向定量分析过

渡［２⁃３］。 定性分析则是对切片性质特点的一种概

括，并没有形成量化指标，因此定性分析的结果不

可复现，且受主观因素影响较大。 定量分析是指依

据统计数据，建立数学模型，从而计算出与病变相

关的各项指标，如有丝分裂数目、肿瘤的实质与间

质的比例、黏液湖和癌细胞的比例等定量化指标；
并根据定量指标给出病理诊断，其诊断结果更加客

观。 因此，病理医生也越来越认识到定量分析的重

要性。
传统机器学习算法和深度学习算法都可用于

定量分析［４］。 传统的机器学习算法依赖于人工设

计特征表达，如提取图像的形状、大小和纹理等特

征并做特征挑选，剔除冗余特征得到最优特征集。
但是，这种人工特征的选取依赖于大量专业知识，

且难以涵盖图像的全面特征，导致其使用上的局

限性。
深度学习预先定义了计算规则，通过层级式网

络结构，将数据从输入层传递到输出层，并自动学

习图像特征表达，得到图像的低维特征。 相比其他

机器学习算法，深度学习算法对大数据样本的特征

提取能力更强。 面对临床上不断积累的 ＷＳＩ 数据，
深度病理能充分发挥在大数据样本上的优势，推动

病理定量分析的发展，辅助医生完成病理诊断。
因此，基于深度学习的病理切片图像的定量分

析研究，既是数字病理分析的大势所趋，也是学术

界和医学界共同努力的方向。

１　 深度学习的基本概念

深度学习是机器学习中一种基于对数据进行

特征学习的方法。 深度学习很宽泛，包含多层隐层

的人工神经网络模型也可以叫做深度学习，其通过

组合低层特征学习到数据的高层特征表达［５］。
在通常情况下，更深的网络深度意味着网络具

有更强的特征提取能力。 但是，网络深度的加深往

往会导致模型难以收敛、计算量巨大等问题。 为了

克服上述问题，需要一些更强大的技术的辅助，如
卷积、ｐｏｏｌｉｎｇ、ｄｒｏｐｏｕｔ、ＲｅＬＵ 函数以及使用 ＧＰＵ 训

练网络等。
在图像处理与计算机视觉领域，以卷积、ｐｏｏｌｉｎｇ

和 ＲｅＬＵ 函数为基础构成的卷积网络（ＣｏｎｖＮｅｔ）是

深度学习最常用的网络结构之一，图 １ 为两层

ＣｏｎｖＮｅｔ 构成的 ＣＮＮ。

图 １　 两层卷积神经网络（由卷积层和池化层以及全连接层构成）
Ｆｉｇ． １　 Ｔｗｏ ｌａｙｅｒ ｃｏｎｖｏｌｕｔｉｏｎ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ， ｗｈｉｃｈ ｉｓ ｃｏｎｓｔｉｔｕｔｅｄ ｂｙ ｔｈｅ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ， ｔｈｅ ｐｏｏｌ ｌａｙｅｒ ａｎｄ
ｔｈｅ ｆｕｌｌｙ ｃｏｎｎｅｃｔｅｄ ｌａｙｅｒ

　 　 ＣＮＮ 将图像直接作为网络的输入，避免了传统

识别算法中复杂的人工特征设计过程。 这种网络

结构对平移、比例缩放、倾斜或者其他形式的变形

具有高度不变性，在计算机视觉中有广泛的应用。

１􀆰 １　 卷积神经网络

卷积神经网络（ＣＮＮ）引入权值共享和局部视

野域的概念，大大减少了权值的数量。
１）权值共享。 每个隐藏神经元具有同样的偏

７９
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置和相同的连接到局部感受野的权重。 每个隐藏

神经元可以学习一种特定的特征映射，最后通过多

层堆叠的方式，学习到图片的整体特征表达。
对于 ｌ 层的第 ｊ、ｋ 个隐藏神经元，输出为

ａｌｊ ＝ σ（ｗ ｌｊｋ·ａｌ －１ｋ ＋ ｂｌｊ） （１）
式中，σ 是神经元的激活函数，ｂ 是偏置的共享值，ｗ
是共享权重的数组，ａ 是激活值。

卷积神经网络能够自动学习到合适的权重和

偏置，以至于网络的输出 ｙ（ｘ）能够拟合所有的训练

输入 ｘ。 为了量化输入 ｘ 与输出 ｙ（ｘ）之间的差距，
引入代价函数的概念，有

Ｃ（ｗ，ｂ） ＝ １
２ｎ∑ｘ

‖ｙ（ｘ） － ａ‖２ （２）

式中， ｗ表示网络中所有的权重的矩阵， ｂ是所有的

偏置的矩阵， ｎ 是训练输入数据的个数， ａ 表示输入

为 ｘ 是输出的激活值，求和则是在所有的输入数据

ｘ 上进行的。
网络训练的过程其实就是找到代价函数最小

的时候对应的权重的值。 直接计算代价函数的最

小值得计算量十分巨大，１９８６ 年，Ｒｕｍｅｌｈａｒｔ 提出反

向传播算法［６］，大大减少了最小化代价函数时的计

算量，为加深网络层数提供了可能性。
２）ＲｅＬＵ 函数。 该函数是神经网络中最常用的

激活函数之一，通常与卷积层同时出现，其公式为

ｆ（ｘ） ＝ ｍａｘ（０，ｘ） （３）
式中：当输入 ｘ ＜ ０ 时，输出为 ０；当输入 ｘ ＞ ０ 时，输
出 ｘ。

ＲｅＬＵ 函数的优点在于梯度不饱和，在反向传

播过程中，减轻了梯度弥散的问题，神经网络前几

层的参数也可以很快更新；在正向传播过程中，计
算速度更快。

３）混合层：除了上面提到的卷积层，卷积神经

网络还包含混合层（ｐｏｏｌｉｎｇ ｌａｙｅｒ）。 混合层通常紧

接着卷积层之后使用，其作用是对卷积层的输出信

息进行降采样，减少参数的个数，避免过拟合。 详

细地说，混合层将输出的每个特征映射凝缩成一个

新的特征映射，常见的混合层有最大值混合（ｍａｘ⁃
ｐｏｏｌｉｎｇ） 和 均 值 混 合 （ ａｖｅｒａｇｅ⁃ｐｏｏｌｉｎｇ ）。 以 ｍａｘ⁃
ｐｏｏｌｉｎｇ 层为例，该层提取一定大小窗口内特征图的

最大值作为新的特征值输入到下一层，如图 ２ 所示。
１􀆰 ２　 深度神经网络

２０１２ 年， Ｋｒｉｚｈｅｖｓｋｙ 提 出 深 度 卷 积 网 络

ＡｌｅｘＮｅｔ［７］，在数据集 ＩｍａｇｅＮｅｔ［８］ 上实现了图像分类

任务并将错误率降低到 １７􀆰 ０％ 。 在此基础上，

图 ２　 最大池化层（窗口大小为 ２ × ２，依次移动窗口

并取该窗口内特征图的最大值，组成下一层的特征

图）
Ｆｉｇ． ２　 Ｇｒａｍ ｏｆ ｔｈｅ ｍａｘ⁃ｐｏｏｌｉｎｇ ｌａｙｅｒ， ｔｈｅ ｓｉｚｅ ｏｆ
ｓａｍｐｌｅ ｗｉｎｄｏｗ ｉｓ ２ｘ２． Ｔｈｅ ｗｉｎｄｏｗ ｔａｋｅ ｔｈｅ
ｍａｘｉｍｕｍ ｖａｌｕｅ ｏｆ ｆｅａｔｕｒｅ ｍａｐ ｗｉｔｈｉｎ ｔｈｅ ｗｉｎｄｏｗ，
ｔｏ ｃｏｍｐｏｓｅ ｔｈｅ ｆｅａｔｕｒｅ ｍａｐ ｏｆ ｎｅｘｔ ｌａｙｅｒ

Ｚｉｓｓｅｒｍａｎ 提出了一种新的深度卷积网络结构———
ＶＧＧ⁃Ｎｅｔ［９］。 该网络采用更小的卷积核以及更深的

网络以增强网络性能，在 ＩｍａｇｅＮｅｔ 数据集上将分类

错误率降到了 ７􀆰 ３２％ 。 同年，Ｓｚｅｇｅｄｙ 提出了一种

带有 Ｉｎｃｅｐｔｉｏｎ 层 ＣＮＮ 结构———ＧｏｏｇｌｅＮｅｔ，它增大

了网络的深度和宽度，在 Ｉｍａｇｅ Ｎｅｔ 数据集上测试的

错误率为 ６􀆰 ６７％ ［１０］。
综上所述，卷积神经网络是图像处理领域的研

究热点，这种网络结构既具备自动特征的学习能

力，也具有强大的分类能力，可同时解决特征提取

和分类器设计两方面的问题。 在此基础之上，通过

设计特定的网络结构，深度学习可以解决多种计算

机视觉问题，如图像分类、图像分割、实施目标检

测、边缘提取等。

２　 深度学习在数字病理切片分析中的
应用

　 　 计算机辅助算法在病理切片分析中应用十分

广泛， 可 分 为 传 统 机 器 学 习 算 法 和 深 度 学 习

算法［１１］。
ＷＳＩ 病理图像包含的信息量很大，包含了大量

复杂、冗余的信息。 因此，将图片转化为可挖掘的

特征数据，是病理分析必要的步骤。 特征提取的方

法可分为人工特征设计和自动特征学习两种。 人

工特征设计是指从图像中挑选并简化出最能有效

表达图像内容的低维矢量，这些特征包括灰度直方

图、形状特征、纹理结构特征、与周围组织的关系特

征等。 传统机器学习算法的数字病理切片分析需

８９
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要人工提取特征。 但是，人工特征的应用有以下缺

点［１２］：一是特征选取在很大程度上依靠专业经验，
客观性较差，无法表征图片的全面信息；二是缺乏

将多种人工特征融合的原则性准则。
自动特征学习是指从大量训练数据中学习图

像的尺度不变性、形变不敏感的特征表达，能更加

全面地表达图片特征，且不受专业因素的限制［１３］。
深度学习算法既能够学习到数据的特征表达，又可

以作为分类器使用，这样的“端对端”结构具有更强

的自学习能力和自适应能力，更适合于大数据量的

病理分析。
２０１３ 年，Ｃｉｒｅｓａｎ 首次证明深度学习算法能够运

用在病理切片有丝分裂的检测工作中，并取得巨大

成功［１４］。 愈来愈多的人意识到，深度神经网络在病

理切片分析中拥有传统机器学习算法无法企及的

巨大潜力。
目前，深度学习在病理切片自动分析算法中的

应用可以按照解决任务的不同分为 ３ 个方面：细胞

或组织的分割和检测、组织层面上的分类和癌症分

级、其他应用。
２􀆰 １　 细胞和组织的检测与分割

病理切片中的腺体形态、有丝分裂数目、细胞

核大小等结构都可以作为癌症诊断的指标。 针对

某些疾病的病理诊断需求，从整张病理切片中分离

出上述细胞或组织结构是数字病理分析的基础［１５］。
下面将分别介绍深度学习在病理切片方面的应用

情况，包括细胞和细胞核的检测和分割、腺体的分

割、有丝分裂的检测。 相关文献见附表 １。
２􀆰 １􀆰 １　 细胞和细胞核的检测与分割

细胞和细胞核的形态学特征［１６⁃１７］、几何学特

征［１８］、纹理特征［１９］、形状特征［２０］ 等是病理分析的

重要指标，因此分离出细胞等结构对于病理诊断具

有重要意义。 病理切片的厚度、杂质、切割均匀度、
染色后颜色的深度以及数字图像噪声等因素使切

片图像存在异质性［２１］（见图 ３），给细胞的分割和检

测带来了困难。
有研究表明，将人工特征与 ＣＮＮ 提取的特征相

结合，可以有效降低人工特征的敏感性，并减少

ＣＮＮ 的计算量［１２］。 Ｗａｎｇ 等将人工设计的特征与

ＣＮＮ 自动提取的特征相融合，用于乳腺病理切片中

细胞核的检测［２２］，相比当时的其他算法，该算法计

算量较小，更符合临床需求。 但是，随着计算机性

能的增强，在数据集充足的情况下，深度学习也可

以直接从大量数据中学习特征表达，并结合一定的

图 ３　 细胞核的检测中的不利因素［１５］ 。 （ａ）模糊；（ｂ）
重叠；（ｃ）异质性

Ｆｉｇ． ３ 　 Ｎｅｇａｔｉｖｅ ｆａｃｔｏｒｓ ｉｎ ｎｕｃｌｅａｒ ｅｘａｍｉｎａｔｉｏｎ． （ａ）
Ｂｌｕｒｒｉｎｇ；（ｂ）Ｏｖｅｒｌａｐ； （ｃ） Ｈｅｔｅｒｏｇｅｎｅｉｔｙ，ｓｏｕｒｃｅ

预处理和后期处理方法，高效而准确地检测细胞。
Ｘｉｎｇ 等和 Ｃｈｅｎ 等使用 ＣＮＮ 提取特征，并生成切片

细胞核位置的概率谱。［２３⁃２４］ 根据所处理切片的特

点，Ｘｉｎｇ 等在后期处理中选择迭代区域合并的方法

分割独立的细胞核，该算法适用于多种组织的多种

染色剂图像。 Ｃｈｅｎ 等在预处理和后期处理中分别

使用色彩通道的分离和非极大值抑制算法，提取免

疫细胞（ＩＨＣ）的不同色彩通道的特征，用于代表不

同细胞结构的特点，计数的结果与人工计数基本

持平。
细胞的分割通常比细胞核的分割更加复杂，细

胞质的形状不规则以及细胞团的重叠现象都给细

胞的分割造成了很大的困难。 通过设计网络结构，
以上问题可以得到解决。 Ｓｏｎｇ 等将多尺度卷积网

络（ＭＳＣＮ）提取的特征与人工特征相结合，用于宫

颈细胞质和细胞核的分割［２５］。 在此基础上，Ｓｏｎｇ 等

增加了训练数据量并改进了网络结构，直接使用

ＭＳＣＮ 学习单个细胞的高级形态特征来分割重叠细

胞团［２６］。 Ａｋｒａｍ 使用两层级联网络，第一级的卷积

网络粗略预测哪些区域包含细胞，第二层池化网络

用来准确定位细胞边界［２７］。
有监督算法需要大量标记数据集来训练模型，

在标记数据集不充足的情况下，可以使用海量的未

标记数据集来弥补无监督算法的缺点。 Ｒｏｎｎｅｂｅｒｇｅｒ
提出了一种网络的训练策略，使用配准方法扩充有

限的标记数据的数量，使用多特征通道的上采样层

传递上下文信息，帮助提高分割准确率［２８］。 另外，
弱监督也可以弥补标记数据量不足的问题。 所谓

弱监督，就是对数据做简单的标记，其对专业知识

的要求较低，容易获取。 Ｘｉｅ 使用弱监督的回归模

型检测细胞，适用于尺寸和形状变化较大、有细胞

重叠图像的细胞检测［２９］。
２􀆰 １􀆰 ２　 腺体的分割

在临床上，腺体的形态学特征，包括其外部结

９９
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构和腺体的形成过程，都常作为腺癌诊断的依据，
因此，腺体的分割在癌症诊断中有重要意义［３０］，结
肠腺体的病理图像如图 ４ 所示。

图 ４　 结肠组织切片的腺体检测［３４］

Ｆｉｇ． ４　 Ｄｅｔｅｃｔｉｏｎ ｏｆ ｇｌａｎｄｓ ｉｎ ｃｏｌｏｎ ｔｉｓｓｕｅ［３４］

腺体分割任务的挑战性在于：一是腺体形状不

规则，染色不均匀、腺体重叠等因素导致其形态特

征难以用数学模型描述；二是不同级别的癌症组织

中腺体形状特征不同；三是腺体个体分割难以实现。
类似地，ＣＮＮ 在腺体分割中的广泛应用从 ２０１５

年的腺体分割大赛中可见一斑。 在大赛中，主办方

提供了结肠腺体的数据集。 多个团队采用 ＣＮＮ 网

络对腺体候选样本做有无腺体的分类［３０］，例如：
ＣＶＭＬ 团队使用 ＣＮＮ 训练像素级别的分类器；
Ｆｒｅｉｂｕｒｇ 团队使用一种端对端的 Ｕ 型深卷积网络；
ＥｘＢ 团队使用双路径的 ＣＮＮ 网络，分别以不同大小

的样本作为输入，用于更好地捕捉多尺度的上下文

信息；ｖｉｓｉｏｎ４ＧｌａＳ 使用两个 ＣＮＮ［３１］，分别用于候选

样本和重叠样本的分类。
随后在分类基础上，各团队使用分割算法分割

腺体个体：ＣＶＭＬ 团队以及 ｖｉｓｉｏｎ４ＧｌａＳ 团队使用基

轮廓的传统方法分割腺体；ＥｘＢ 额外训练了一个神

经网络用于检测腺体轮廓，并结合传统算法分割腺

体；不同于以上方法，也有的团队直接使用深度神

经网络完成任务。 Ｆｒｅｉｂｕｒｇ 团队在 ＣＮＮ 网络的基础

上，添加由上卷积层和卷积层构成的聚合通路，将
每一级的细节特征反向传播到聚合通路，用于捕捉

腺体边界；ＢｅｎＴａｉｅｂ 等设计了具有两种损失函数的

多任务全卷积神经网络［３２］，先对候选样本做有无腺

体的分类，再对包含腺体的样本分割，分类和分割

结果彼此优化； Ｃｈｅｎ 等提出了深轮廓感知网络

（ＤＣＡＮ） ［３３］，使用基于多水平特征表达的全卷积神

经网络（ＦＣＮ）分割腺体；Ｘｕ 等将全卷积神经网络

（ＦＣＮ）与整体边缘探测器（ＨＥＤ）相结合［３４］，克服

了 ＦＣＮ 无法识别腺体个体的缺点，实现了腺体个体

分割。
２􀆰 １􀆰 ３　 有丝分裂的检测

在乳腺癌分级中，有丝分裂数是一个重要的参

数，有丝分裂的检测可看作，一种特殊的细胞检测。
有丝分裂在各个时期形态各异，有着前期、中期、后
期和末期 ４ 个时期的 ４ 种形态，这使得有丝分裂检

测更具有挑战性。 有丝分裂检测如图 ５ 所示。

图 ５　 乳腺组织切片的有丝分裂检测

Ｆｉｇ． ５ 　 Ｍｉｔｏｓｉｓ ｄｅｔｅｃｔｉｏｎ ｏｆ Ｂｒｅａｓｔ
ｈｉｓｔｏｌｏｇｉｃａｌ ｓｅｃｔｉｏｎｓ

ＩＣＰＲ 数据集［３５］是由病理学家手动标记的乳腺

病理切片数据集，在有丝分裂检测中被广泛使用。
Ｃｉｒｅｓａｎ 使用滑动窗在数据集中截取大量小样本，再
用 ＣＮＮ 分类模型对样本做有无有丝分裂的二分类，
以检测有丝分裂数目［１４］。 Ｗａｎｇ 等和 Ｍａｌｏｎ 等使用

人工设计特征，提取细胞核的颜色、形状、纹理等特

征，再与 ＣＮＮ 自动提取的特征相结合，降低了算法

对人工特征的敏感度，在一定程度上降低了有丝分

裂多样性给有丝分裂检测带来的问题［２２，３６］。 Ｃｈｅｎ
等使用两级深度卷积级联神经网络，第一级大体定

位有丝分裂对象，第二级网络将真正的有丝分裂像

从其类似物中识别出来［３７］。 该算法的第二级网络

使用迁移学习的方法，将跨领域学习的特征迁移到

病理切片中，解决了训练数据不足的问题。 随后，
Ｃｈｅｎ 等又提出一种“端对端”的回归网络（ＤＲＮ）用
于有丝分裂检测［３８］，同样使用了迁移学习的方法。

综上所述，深度学习在细胞、腺体和有丝分裂

的病理切片分割和检测等方面的研究日趋成熟。
相比人工特征，深度学习的特征表达更全面；相比

传统算法，深度学习对于图片噪声的抗干扰能力

强，其结果与人工分析的结果大致相同。 另外，值
得注意的是，有监督训练比无监督训练的性能更

好，但是其训练需要大量的标记数据集，而这种数

据集的获取花费较大。 目前，国际上有许多病理切

片算法大赛，并且提供了许多公开的标记数据集，
在病例分析算法的研究中起到了重要作用，相关赛

事以及数据集如表 １ 所示。

００１
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表 １　 病理切片大型公开数据集一览表

Ｔａｂ． １　 Ｌｉｓｔ ｏｆ ｐａｔｈｏｌｏｇｙ ｐｕｂｉｃ ｄａｔａｓｅｔ

数据集名称
染色
方式

类型
包含切片

数目
链接

ｃａｍｅｌｙｏｎ１６［３９］ Ｈ＆Ｅ 乳腺前哨淋巴
转移瘤

４００ ｈｔｔｐｓ： ／ ／ ｃａｍｅｌｙｏｎ１６． ｇｒａｎｄ⁃ｃｈａｌｌｅｎｇｅ． ｏｒｇ ／

ｃａｍｅｌｙｏｎ１７［４０］ Ｈ＆Ｅ 淋巴结节 １０００ ｈｔｔｐｓ： ／ ／ ｃａｍｅｌｙｏｎ１７． ｇｒａｎｄ⁃ｃｈａｌｌｅｎｇｅ． ｏｒｇ ／

　 ＭＩＣＣＡＩ ２０１５ Ｇｌａｎｄ
Ｓｅｇｍｅｎｔａｔｉｏｎ
Ｃｈａｌｌｅｎｇｅ Ｃｏｎｔｅｓｔ［４１］

Ｈ＆Ｅ 结肠腺体 １６５ ｈｔｔｐ： ／ ／ ｗｗｗ． ｉｍａｇｅｎｇｌａｂ． ｃｏｍ ／ ｎｅｗｓｉｔｅ ／ ｐｄｄｃａ ／

　 ｍｕｌｔｉ⁃ｍｏｄａｌ Ｂｒａｉｎ Ｔｕｍｏｒ Ｉｍａｇｅ
Ｓｅｇｍｅｎｔａｔｉｏｎ （ＢＲＡＴＳ） ［４２］ Ｈ＆Ｅ 大脑 １４１ ｈｔｔｐｓ： ／ ／ ｐｏｒｔａｌ． ｇｄｃ． ｃａｎｃｅｒ． ｇｏｖ ／

　 ＩＣＰＲ２０１２ ｄａｔａｓｅｔ ｆｏｒ
ｍｉｔｏｓｉｓ ｄｅｔｅｃｔｉｏｎ［４３］ Ｈ＆Ｅ 乳腺 ５０ ｈｔｔｐ： ／ ／ ｗｗｗ． ｉｐａｌ． ｃｎｒｓ． ｆｒ ／ ｅｖｅｎｔ ／ ｉｃｐｒ － ２０１２

　 ＩＣＰＲ２０１４ ｄａｔａｓｅｔ ｆｏｒ
ｍｉｔｏｓｉｓ ｄｅｔｅｃｔｉｏｎ［４４］ Ｈ＆Ｅ 乳腺 — ｈｔｔｐｓ： ／ ／ ｍｉｔｏｓ⁃ａｔｙｐｉａ － １４． ｇｒａｎｄ⁃ｃｈａｌｌｅｎｇｅ． ｏｒｇ ／ ｄａｔａｓｅｔ ／

　 ＩＣＰＲ ２０１２ ＨＥｐ⁃２
ｃｅｌｌ ｃｌａｓｓｉｆｉｃａｔｉｏｎ［４５］ Ｈ＆Ｅ Ｈｅｐ⁃２ 细胞 ２８ ｈｔｔｐ： ／ ／ ｎｅｒｏｎｅ． ｄｉｅｍ． ｕｎｉｓａ． ｉｔ ／ ｈｅｐ２ｃｏｎｔｅｓｔ ／ ｄａｔａｓｅｔ． ｓｈｔｍｌ

　 ＩＣＰＲ２０１８ ｇｌａｎｄ ｃｈａｌｌｅｎｇｅ ｏｎ
ｂｒｅａｓｔ ｃａｎｃｅｒ ｈｉｓｔｏｌｏｇｙ ｉｍａｇｅｓ［４６］ Ｈ＆Ｅ 乳腺 ４００ ｈｔｔｐｓ： ／ ／ ｉｃｉａｒ２０１８⁃ｃｈａｌｌｅｎｇｅ． ｇｒａｎｄ⁃ｃｈａｌｌｅｎｇｅ． ｏｒｇ ／ ｄａｔａｓｅｔ ／

　 Ｂｉｏｉｍａｇｉｎｇ ２０１５ ４ｔｈ
ｉｎｔｅｒｎａｔｉｏｎａｌ ｓｙｍｐｏｓｉｕｍ ｉｎ ａｐｐｌｉｅｄ
ｂｉｏｉｍａｇｉｎｇ［４７］

Ｈ＆Ｅ 乳腺 １４０ ｈｔｔｐ： ／ ／ ｗｗｗ． ｂｉｏｉｍａｇｉｎｇ２０１５． ｉｎｅｂ． ｕｐ． ｐｔ ／ ｃｈａｌｌｅｎｇｅ ＿
ｏｖｅｒｖｉｅｗ． ｈｔｍｌ

２􀆰 ２　 组织层面上癌症的分类和分级

相比利用病理组织基本单元的特征（如细胞和

细胞核、有丝分裂等）来分析病理切片，另一类广泛

应用的方法是使用人工智能的算法（如深度学习）
学习组织水平上的特征，并对病理切片进行有癌无

癌的分类和癌症分级，相关文献见表 ２。

表 ２　 文献及其分析算法

Ｔａｂ． ２　 Ｌｉｓｔ ｏｆ ｌｉｔｅｒａｔｕｒｅ ａｎｄ ａｎａｌｙｓｉｓ ａｌｇｏｒｉｔｈｍｓ

切片类型 题目 神经网络模型

细胞检测
Ｍｉｔｏｓｉｓ ｄｅｔｅｃｔｉｏｎ ｉｎ ｂｒｅａｓｔ ｃａｎｃｅｒ ｐａｔｈｏｌｏｇｙ ｉｍａｇｅｓ ｂｙ ｃｏｍｂｉｎｉｎｇ
ｈａｎｄｃｒａｆｔｅｄ ａｎｄ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｆｅａｔｕｒｅｓ 基于 ＣＮＮ 的像素分类器

Ｄｅｅｐ ｌｅａｒｎｉｎｇ ｂａｓｅｄ ａｕｔｏｍａｔｉｃ ｉｍｍｕｎｅ ｃｅｌｌ ｄｅｔｅｃｔｉｏｎ ｆｏｒ ｉｍｍｕｎｏ⁃
ｈｉｓｔｏｃｈｅｍｉｓｔｒｙ ｉｍａｇｅｓ ＲＧＢ 通道分离 ＋ ＣＮＮ

Ａｎ ａｕｔｏｍａｔｉｃ ｌｅａｒｎｉｎｇ⁃ｂａｓｅｄ ｆｒａｍｅｗｏｒｋ ｆｏｒ ｒｏｂｕｓｔ ｎｕｃｌｅｕｓ ｓｅｇｍｅｎｔａｔｉｏｎ 结合形状信息 ＣＮＮ 和局部形变模型

细胞分割
Ａｃｃｕｒａｔｅ ｓｅｇｍｅｎｔａｔｉｏｎ ｏｆ ｃｅｒｖｉｃａｌ ｃｙｔｏｐｌａｓｍ ａｎｄ ｎｕｃｌｅｉ ｂａｓｅｄ ｏｎ
ｍｕｌｔｉｓｃａｌｅ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｔｗｏｒｋ ａｎｄ ｇｒａｐｈ ｐａｒｔｉｔｉｏｎｉｎｇ 多尺度卷积网络（ＭＳＣＮ）和基于图分割的分法

Ａｃｃｕｒａｔｅ Ｃｅｒｖｉｃａｌ Ｃｅｌｌ Ｓｅｇｍｅｎｔａｔｉｏｎ ｆｒｏｍ Ｏｖｅｒｌａｐｐｉｎｇ Ｃｌｕｍｐｓ ｉｎ Ｐａｐ
Ｓｍｅａｒ Ｉｍａｇｅｓ 多尺度卷积网络（ＭＳＣＮ）和动态多模板形变模型

Ｃｅｌｌ Ｓｅｇｍｅｎｔａｔｉｏｎ Ｐｒｏｐｏｓａｌ Ｎｅｔｗｏｒｋ Ｆｏｒ Ｍｉｃｒｏｓｃｏｐｙ Ｉｍａｇｅ Ａｎａｌｙｓｉｓ 带有池化层的 ＣＮＮ
Ｕ⁃Ｎｅｔ： Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｔｗｏｒｋｓ ｆｏｒ Ｂｉｏｍｅｄｉｃａｌ Ｉｍａｇｅ Ｓｅｇｍｅｎｔａｔｉｏｎ 通过配准进行数据扩增 ＋ ＣＮＮ
Ｂｅｙｏｎｄ Ｃｌａｓｓｉｆｉｃａｔｉｏｎ： Ｓｔｒｕｃｔｕｒｅｄ Ｒｅｇｒｅｓｓｉｏｎ ｆｏｒ Ｒｏｂｕｓｔ Ｃｅｌｌ Ｄｅｔｅｃｔｉｏｎ
Ｕｓｉｎｇ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ 基于 ＣＮＮ 的结构化回归模型

腺体分割
ＣＶＭＬ ｉｎ （ Ｇｌａｎｄ Ｓｅｇｍｅｎｔａｔｉｏｎ ｉｎ Ｃｏｌｏｎ Ｈｉｓｔｏｌｏｇｙ Ｉｍａｇｅｓ： Ｔｈｅ ＧｌａＳ
Ｃｈａｌｌｅｎｇｅ Ｃｏｎｔｅｓｔ） 像素水平的神经网络 ＋ 水平集分割

Ｆｒｅｉｂｕｒｇ ｉｎ （Ｇｌａｎｄ Ｓｅｇｍｅｎｔａｔｉｏｎ ｉｎ Ｃｏｌｏｎ Ｈｉｓｔｏｌｏｇｙ Ｉｍａｇｅｓ： Ｔｈｅ ＧｌａＳ
Ｃｈａｌｌｅｎｇｅ Ｃｏｎｔｅｓｔ） Ｕ 型神经网络

ＥｘＢ ｉｎ （ Ｇｌａｎｄ Ｓｅｇｍｅｎｔａｔｉｏｎ ｉｎ Ｃｏｌｏｎ Ｈｉｓｔｏｌｏｇｙ Ｉｍａｇｅｓ： Ｔｈｅ ＧｌａＳ
Ｃｈａｌｌｅｎｇｅ Ｃｏｎｔｅｓｔ） 多路径 ＣＮＮ

Ｓｅｍａｎｔｉｃ Ｓｅｇｍｅｎｔａｔｉｏｎ ｏｆ Ｃｏｌｏｎ Ｇｌａｎｄｓ ｗｉｔｈ Ｄｅｅｐ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ
Ｎｅｔｗｏｒｋｓ ａｎｄ Ｔｏｔａｌ Ｖａｒｉａｔｉｏｎ Ｓｅｇｍｅｎｔａｔｉｏｎ 两个 ＣＮＮｓ ＋ 轮廓法

Ｍｕｌｔｉ⁃ｌｏｓｓ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｔｗｏｒｋｓ ｆｏｒ ｇｌａｎｄ ａｎａｌｙｓｉｓ ｉｎ ｍｉｃｒｏｓｃｏｐｙ 多损失函数 ＦＣＮ
Ｄｃａｎ： Ｄｅｅｐ ｃｏｎｔｏｕｒ⁃ａｗａｒｅ ｎｅｔｗｏｒｋｓ ｆｏｒ ａｃｃｕｒａｔｅ ｇｌａｎｄ ｓｅｇｍｅｎｔａｔｉｏｎ 多特征表达 ＦＣＮ
Ｇｌａｎｄ ｉｎｓｔａｎｃｅ ｓｅｇｍｅｎｔａｔｉｏｎ ｂｙ ｄｅｅｐ ｍｕｌｔｉｃｈａｎｎｅｌ ｓｉｄｅ ｓｕｐｅｒｖｉｓｉｏｎ ＦＣＮ ＋ 全局嵌套边缘检测（ＨＥＤ）
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切片类型 题目 神经网络模型

有丝分
Ｍｉｔｏｓｉｓ ｄｅｔｅｃｔｉｏｎ ｉｎ ｂｒｅａｓｔ ｃａｎｃｅｒ ｈｉｓｔｏｌｏｇｙ ｉｍａｇｅｓ ｗｉｔｈ ｄｅｅｐ
ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ ＣＮＮ

裂检测
Ｍｉｔｏｓｉｓ ｄｅｔｅｃｔｉｏｎ ｉｎ ｂｒｅａｓｔ ｃａｎｃｅｒ ｐａｔｈｏｌｏｇｙ ｉｍａｇｅｓ ｂｙ ｃｏｍｂｉｎｉｎｇ
ｈａｎｄｃｒａｆｔｅｄ ａｎｄ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｆｅａｔｕｒｅｓ 基于分割特征的 ＣＮＮ

Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｏｆ ｍｉｔｏｔｉｃ Ｆｉｇ． ｓ ｗｉｔｈ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ ａｎｄ
ｓｅｅｄｅｄ ｂｌｏｂ ｆｅａｔｕｒｅｓ 级联 ＣＮＮ

Ｍｉｔｏｓｉｓ ｄｅｔｅｃｔｉｏｎ ｉｎ ｂｒｅａｓｔ ｃａｎｃｅｒ ｈｉｓｔｏｌｏｇｙ ｉｍａｇｅｓ ｖｉａ ｄｅｅｐ
ｃａｓｃａｄｅｄ ｎｅｔｗｏｒｋｓ 深度回归网络（ＤＲＮ） ＋ 迁移学习

　 　 其中，病理学分类（分型）反映了组织细胞的生

物行为和形态学特征，病理分级反映了在组织结构

和细胞形态上肿瘤组织与正常组织细胞不同程度

的形态差异，可用来判断组织是否癌变。 下面将介

绍深度学习在几种不同组织病理切片的分类和分

级任务中的应用情况。
２􀆰 ２􀆰 １　 乳腺组织切片

Ｃａｍｅｌｙｏｎ１６ 数据集是目前最大的乳腺 ＷＳＩ 数

据集（见表 １），包含 ４００ 张 ＷＳＩ 图像，如图 ６ 所示。
在乳腺前哨淋巴转移瘤的检测中， Ｗａｎｇ 等和

Ｋｏｖａｌｅｖ 等都训练 ＣＮＮ 网络得到 ＷＳＩ 切片的病变概

率图谱，再经过后期处理检测癌变区域［４８⁃４９］。

图 ６　 乳腺癌转移的前哨淋巴结病理切片，来源

Ｃａｍｅｌｙｏｎ１６ 数据集［４８］

Ｆｉｇ． ６ 　 Ｍｅｔａｓｔａｔｉｃ ｂｒｅａｓｔ ｃａｎｃｅｒ ｉｎ ｗｈｏｌｅ ｓｌｉｄｅ
ｉｍａｇｅｓ ｏｆ ｓｅｎｔｉｎｅｌ ｌｙｍｐｈ ｎｏｄｅ ｂｉｏｐｓｉｅｓ［４８］

Ｂａｙｒａｍｏｇｌｕ 等和 Ｓｐａｎｈｏｌ 等分别使用 ＢｒｅａＫＨｉｓ
数据集训练神经网络（该数据集其包含 ８２ 个病人

数据） 用于乳腺癌的检测［５０⁃５１］。 其中，Ｂａｙｒａｍｏｇｌｕ
等训练了两个 ＣＮＮ，用于多尺度地区分肿瘤的良性

与恶性［５０］。 Ｓｐａｎｈｏｌ 等选用 Ａｌｅｘｎｅｔ，对乳腺癌切片

进行分类［５１］。 Ｚｅｊｍｏ 等在某医院提供的数据集上，
训练 ＧｏｏｇＬｅＮｅｔ 用于乳腺癌的分类［５２］。

浸润性导管癌（ＩＤＣ）是最常见的所有乳腺癌的

亚型，如图 ７ 所示。 ２０１５ 年，Ｃｒｕｚ⁃Ｒｏａ 等训练了一

个 ３ 层 ＣＮＮ 的二分类模型，对乳腺切片做有癌无癌

的检测，结果比使用人工特征的算法高 ６％ ［５３］。

２０１６ 年，Ｓｈａｈ 等为了检测乳腺癌肿瘤扩散情况，使
用了多种卷积神经网络 （ ＤｅｎｓｅＮｅｔ、 ＧｏｏｇＬｅＮｅｔ、
ＬｏｃＮｅｔ 等）进行肿瘤定位、有丝分裂识别以及特征

提取，完成肿瘤 ３ 个等级的分类［５４］。
在乳腺癌的研究中，免疫细胞浸润是一个新兴

的预后生物学标志。 ２０１６ 年 Ｔｕｒｋｋｉ 等以 ２０ 位乳腺

癌病人的病理切片为训练集，训练 ＣＮＮ 进行特征提

取，而后用 ＳＶＭ 检测免疫细胞分布情况，用于乳腺

癌诊断［５５］。
２􀆰 ２􀆰 ２　 皮肤组织切片

深度学习同样也被应用在了皮肤肿瘤的诊断

上。 恶性黑色素肿瘤是最常见的皮肤肿瘤之一，但
是该类病理图像有标记的数据集较少。 ２０１３ 年，
Ｃｒｕｚｒｏａ 使用深度学习来区分癌症组织和正常组织，
并通过数字染色来突出显示待诊断区域，其结果比

当时最好的算法提高了 ７％ ［５６］。 Ｋａｓｈｉｆ 等使用空间

约束 ＣＮＮ 提取空间特征，该网络可以检测癌变细胞

进而分析癌变特征［５７］。 Ｍａｓｏｏｄ 等提出的使用半监

督深度置信网络［５８］自监督学习模型，充分利用有限

的标记数据集，学习病变特征［５９］，为解决皮肤病理

切片数据问题提供了较好思路。
２􀆰 ２􀆰 ３　 脑组织切片

由于脑组织切片的送检样本通常较小且质地

疏松，所以脑组织切片往往难以制成优质的病理切

片，导致非专科病理医生诊断困难，该类切片的分

析一直是一个比较大的挑战。
根据 ＭＩＣＣＡＩ 提供的癌症和肿瘤基因图谱

（ＴＣＧＡ）标准数据集（见图 ８），Ｘｕ 等提出了一种基

于迁移学习的 ＣＮＮ，用于脑肿瘤的分割和分类［６０］。
２０１５ 年，Ｅｒｔｏｓｕｎ 等将深度学习应用于脑瘤亚型的分

级上，第一个 ８ 层神经网络将肿瘤区分为第 ２、３ 级

和第 ４ 级两类，第二个 １９ 层神经网络进而区分出胶

质瘤的 ２、３ 级［６１］。 ２０１６ 年，Ｈｏｕ 等使用多标签的

ＣＮＮ 分类模型识别神经胶质瘤细胞的多种形态特

征，该方法能识别出常见的胶质瘤细胞核的 ９ 个细

微的、重要的病理学特征，在癌症诊断中具有良好
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的准确性［６２］。
２􀆰 ２􀆰 ４　 前列腺组织切片

在前列腺癌的分类分级中， Ｇｌｅａｓｏｎ 评分系统

根据前列腺组织的细胞、腺体等结构的形态特征，
将前列腺癌分为 ５ 个等级，等级越高恶性程度越高，
预后也就越不理想［６３］。 正确的分级能够帮助医生

采取相应的治疗方式，有着重要的意义。
２０１６ 年，Ｌｉｔｊｅｎｓ 等基于区块（ｐａｔｃｈ）的 ＣＮＮ 计

算各区域癌变的概率图谱，再基于概率图谱中可能

存在病变的区域重新训练神经网络，以便更精确地

识别前列前病变［６４］。 Ｋäｌｌéｎ 等使用 ２２ 层神经网络

训练模型，得到能够辅助病理医生诊断的 Ｇｌｅａｓｏｎ
分级模型［６５］。 该模型能够对 Ｇｌｅａｓｏｎ３ ～ ５ 级组织与

良性组织进行分类，并根据病理学家的意见调整算

法参数，用于辅助病理诊断。
２􀆰 ３　 其他应用

在结肠组织切片中，Ｓｉｒｉｎｕｋｕｎｗａｔｔａｎａ 等使用了

空间约束 ＣＮＮ 来识别切片中的细胞，再使用周边集

成预测的方法对各类结肠细胞进行分类，并判断该

细胞是否癌变，从而识别切片中的癌变区域［６６］。
Ｘｕ 等使用深度学习自动学习切片的特征，分别使用

多实例学习（ＭＩＬ）和 ＳＶＭ 作为分类器，结果表明弱

监督（ＭＩＬ）分类效果更好［６７］。
免疫组织化学染色（ＩＨＣ）是一种广泛使用的技

术，用于诊断异常免疫细胞的密度和位置等分布情

况，可进一步用于癌症预后预测。 由于数据集的限

制，目前 ＩＨＣ 病理切片的相关研究较少。 由于 ＩＨＣ
图像的 ＲＧＢ 通道对应不同的结构，Ｃｈｅｎ 等将 ＲＧＢ
通道分离并选择代表膜标记的通道，利用深度学习

检测该通道的免疫细胞分布情况，该结果大体与人

工分析结果持平［６８］。
由于制作病理切片时相机的差异和染色过程

存在许多变量（例如，试样的厚度、染色剂的浓度、
制造商、时间和温度的污渍），因此都可能影响最终

组织标本的外观。 病理医生可以根据自身的经验

来加以甄别，而人工智能算法却难以克服这种多样

性带来的影响。 为了克服图像的多样性带来的影

响，Ｊａｎｏｗｃｚｙｋ 等采用稀疏自动编码器（ＳＡＥ），通过

迭代学习生成过滤器来优化重建图像，从而改变目

标图像以匹配到模板图像的颜色空间［６９］。 Ｓｅｔｈｉ 等
在上皮细胞基质分类中验证了颜色标准化，确实可

以为分类带来一定的增益［７０］。 更具体来说，对于基

于超像素分类的算法有较低的增量效益，而对于

ＣＮＮ 的分类算法有较高的增益。

图 ７ 　 病理学家标记的浸润性导管癌组织切片

（ＩＤＣ） ［５３］ ，标记区域为 ＩＤＣ 正例，其余为 ＩＤＣ 负例

Ｆｉｇ． ７　 ＷＳＩ ｗｉｔｈ ｍａｎｕａｌ ａｎｎｏｔａｔｉｏｎｓ ｆｒｏｍ ｐａｔｈｏｌｏｇｉｓｔｓ
ｏｆ Ｉｎｖａｓｉｖｅ ｄｕｃｔａｌ ｃａｒｃｉｎｏｍａ［５３］ ， ａｎｎｏｔａｔｅｄ ｒｅｇｉｏｎ
ｃｏｒｒｅｓｐｏｎｄ ｔｏ ｐｏｓｉｔｉｖｅ ｅｘａｍｐｌｅ， ｔｈｅ ｏｔｈｅｒ ｉｓ
ｎｅｇａｔｉｖｅ ｏｎｅ．

图 ８　 大脑病理切片［６０］ 。 （ ａ）多形性恶性胶质瘤，
（ｂ）低级神经胶质瘤

Ｆｉｇ． ８ 　 Ｐａｔｈｏｌｏｇｙ ｓｌｉｃｅ ｏｆ ｂｒａｉｎ ｔｉｓｓｕｅ［６０］ ． （ ａ ）
Ｇｌｉｏｂｌａｓｔｏｍａ Ｍｕｌｔｉｆｏｒｍｅ； （ｂ） Ｌｏｗ ｇｒａｄｅ ｇｌｉｏｍａ

３　 展望

在本研究中，主要阐释了深度学习理论在病理

切片定量分析中的应用情况，如细胞层面上的检测

分割、组织层面上的分类与癌症的分级等。 ＣＮＮ 针

对大数据样本强大的自动特征学习的能力，适用于

临床上大量积累的 ＷＳＩ 切片的定量分析；同时，
ＣＮＮ 在特征提取过程中不需要研究人员具备一定

的专业知识，让病理方向的研究对计算机等领域的

研究人员开放，有利于病理分析领域的发展。
但是，深度学习在病理切片分析领域的应用仍

存在一定的局限性：
１）运算开销大，卷积神经网络需要基于 ＧＰＵ 实

现，但由于 ＧＰＵ 存储容量的限制，ＷＳＩ 切片图像的

尺寸过大，无法直接作为输入，神经网络对 ＷＳＩ 采

样则会损失部分有用信息。
２）目前深度学习广泛应用的卷积神经网络是

有监督学习，需要细致地标注图像中癌症组织的位

３０１
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置，而标注数据的获得成本较高。
３）虽然现今的人工智能在病理切片自动分析

的研究中取得了一定的进展，但是并没有很好地应

用于临床中。 结合“云病理平台”等前沿科技，促进

科研与临床实践相结合的研究。
４）癌症的分级情况与预后有着十分密切的关

系，细致的肿瘤组织形态学检查是病人治疗的关

键，相关预后标志物的测定是个性化癌症治疗的关

键，而深度学习在预后中的应用还处于起步阶段，
有待加强［６３］。

目前，人工智能技术在病理学中应用广泛，定
量分析为病理诊断提供了一系列定量化指标，弥补

了医生主观经验中的不可预测因素，提高了病情诊

断的准确性。 人工智能算法能够深度挖掘切片特

征，发现潜在疾病，不断完善病理切片计算机辅助

诊断的知识体系，可为病人提供预后信息和精准的

药物治疗指导。
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